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RESUMEN 
 

Las pruebas de rendimiento son determinantes para medir la calidad de los desarrollos de software, ya que per-
miten identificar aspectos que se deben mejorar en pro de alcanzar la satisfacción del cliente. El objetivo de este 
trabajo fue identificar la técnica óptima de Machine Learning para predecir si un desarrollo de software cumple o 
no con los criterios de aceptación del cliente. Se empleó una base de datos de información obtenida en pruebas 
de rendimiento a servicios web y la métrica de calidad F1-score. Se concluye que, a pesar de que la técnica de 
Random Forest obtuvo el mejor puntaje, no es correcto afirmar que sea la mejor técnica de Machine Learning; la 
cantidad y la calidad de los datos empleados en el entrenamiento desempeñan un papel de gran importancia, al 
igual que un procesamiento adecuado de la información. 
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MACHINE LEARNING APPLIED TO THE ANALYSIS OF PERFORMANCE OF SOFTWARE DEVELOPMENTS 
 
 

ABSTRACT 
 
Performance tests are crucial to measure the quality of software developments, since they allow identifying aspects 
to be improved in order to achieve customer satisfaction. The objective of this research was to identify the optimal 
Machine Learning technique to predict whether or not a software development meets the customer's acceptance 
criteria. A dataset with information obtained from web services performance tests and the F1-score quality metric 
were used. This paper concludes that, although the Random Forest technique obtained the best score, it is not 
correct to state that it is the best Machine Learning technique; the quantity and quality of the data used in the 
training play a very important role, as well as an adequate processing of the information. 
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1. INTRODUCCIÓN 
 

Todas las empresas dedicadas a la fabricación de software o las que tienen un departamento en el que se 
desarrolla esta actividad, son cada vez más conscientes de que se debe garantizar la construcción de pro-
ductos con altos estándares de calidad dentro de los cuales se encuentra la eficiencia de desempeño, la cual 
es definida como: “característica que representa el desempeño relativo a la cantidad de recursos utilizados 
bajo determinadas condiciones” [1]. En esta área de la calidad, la definición de los criterios de aceptación, la 
definición de los escenarios de pruebas y el análisis de los resultados son componentes necesarios para 
garantizar un alto nivel de calidad en las soluciones. Gracias al Machine Learning (ML), específicamente al 
aprendizaje supervisado, es posible analizar los resultados de las pruebas de rendimiento. 
 
El objetivo de este trabajo fue identificar la técnica de ML (Regresión Lineal, Regresión Logística, Árbol de 
decisión, Maquinas de Vector Soporte, Naive Bayes, Knn, K-Means, Random Forest) óptima para predecir si 
un desarrollo de software cumple o no con los criterios de aceptación del cliente. Se realizó un análisis de los 
resultados obtenidos en la evaluación de las pruebas de rendimiento en servicios web, se construyó un mo-
delo de cada una de las técnicas de ML en el lenguaje de programación Python. Finalmente, se realizó un 
comparativo para identificar cuál tenía la mayor precisión y la menor tasa de error. 
 
Para la construcción de los modelos se empleó una base de datos de una compañía financiera, las pruebas 
de rendimiento realizadas se hicieron a servicios web que son soporte de los canales digitales de dicha com-
pañía, la base de datos estaba conformada por ocho variables y por 712.433 registros.  A continuación, se 
describen brevemente cada una de las variables: 
 

 Elapsed ('VO'): mide el tiempo transcurrido desde justo antes de enviar la solicitud hasta justo des-
pués de que se ha recibido la última parte de la respuesta. 

 responseCode ('V1'): código del estado de la respuesta a la petición, el cual está definido por el 
estándar RFC 7231. 

 success ('V2'): su valor es TRUE si el resultado de la petición es el esperado / FALSE si el resultado 
de la petición es fallido o si aun siendo exitoso no es el resultado esperado. 

 bytes ('V3'): cantidad de bytes recibidos. 
 sentBytes ('V4'): cantidad de bytes enviados. 
 allThreads ('V5'): todos los hilos. 
 Latency (‘V6'): mide la latencia desde justo antes de enviar la solicitud hasta justo después de recibir 

la primera parte de la respuesta. 
 Connect ('V7'): mide el tiempo que se tarda en establecer la conexión, incluido el protocolo de enlace 

SSL.  
 Result (‘V8'): cumple/no cumple. 

 
Después de entrenar los modelos con los parámetros óptimos haciendo uso de la función GridSearchCV de 
Python se identificó que el modelo óptimo fue Random Forest, el cual obtuvo un F1-Score de 0.99849. Se 
priorizó esta métrica sobre las métricas de “Accuracy”, “Precisión”, “Recall” y “Specifity”, ya que las clases no 
estaban completamente balanceadas, el F1-Score tiene la capacidad de hacer buenas predicciones en los 
resultados de las pruebas de rendimiento, razón por la cual es más confiable que otras métricas de precisión, 
sobre todo cuando se presenta un desequilibro en las clases. El principal aporte de esta investigación es 
facilitar a la industria una herramienta / implementación que madure la evaluación de los resultados de las 
pruebas realizadas por los analistas dedicados a esta función. 
 

2. ANTECEDENTES 
 

Es indispensable realizar pruebas de rendimiento a los productos de software antes de ser lanzados al mer-
cado [2]. Investigaciones señalan que es baja la cantidad de personas que realizan pruebas de rendimiento, 
cerca del 50% de desarrolladores dedican menos del 5% de su tiempo a realizar estas pruebas [3], lo que 
denota una mala práctica, ya que dichas pruebas necesitarían alrededor del 60% del tiempo en el ciclo de 
desarrollo de software [4]. Las pruebas de rendimiento deben ejecutarse por largos periodos de tiempo para 
garantizar la calidad en los resultados, el cual se logra en conjunto con una réplica (lo más fiel posible) de los 
entornos de ejecución de la prueba y de operación del producto [5]. 
 
Según [6], en la mayoría de los sistemas a gran escala las fallas obedecen más a problemas de rendimiento 
que a problemas funcionales. Es por esto que las pruebas de rendimiento juegan un papel importante para 
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sistemas que son utilizados por millones de personas al tiempo [7]. Diversas investigaciones señalan la im-
portancia de incrementar el presupuesto destinado a medir la calidad de los desarrollos en proyectos de 
software [8], [9] y [10], ya que esta tarea es de vital importancia para desarrollar productos con que cumplan 
con los estándares de calidad (requerimientos funcionales) de los usuarios finales. 
 
Hacer pruebas de rendimiento implica evaluar el producto en aspectos multidimensionales como lo son: ve-
locidad, carga, trafico, estrés, entre otros [9]. En [7] plantean que la razón principal para realizar pruebas de 
rendimiento es encontrar cuellos de botella en el sistema, al igual que se señala en [10], donde adicionalmente 
mencionan que las pruebas de rendimiento consisten en evaluar que tan eficaz es la respuesta que el sistema 
le da a un usuario. Un cuello de botella, de acuerdo con [11], es un elemento (lógico o físico) que hace que 
el rendimiento del desarrollo sea inferior al esperado. El rendimiento de software hace referencia a la capaci-
dad que tiene una solución para completar transacciones, a la velocidad y a la precisión con que lo hace, sin 
tener en cuenta la cantidad de usuarios que hacen peticiones al sistema [12]. 
 
Las pruebas de rendimiento buscan evaluar en un sistema los objetivos de desempeño, por ejemplo: tiempos 
de respuesta, rendimiento y utilización de recursos. Además, encontrar problemas funcionales que se evi-
dencian bajo cargas de trabajo [13]. Para [14], las pruebas de rendimiento son un recurso que permiten 
garantizar la estabilidad y confiabilidad de un software. Una prueba de rendimiento requiere de unas acciones 
y de un conjunto de datos para realizar dichas acciones, durante la ejecución se requiere monitorear variables 
como la latencia, tiempo de ejecución, rendimiento y uso de recursos; todo con el fin de evitar que se presen-
ten tiempos altos de respuestas, bajo rendimiento y fallas en la aplicación que puedan tener un efecto adverso 
en la satisfacción del cliente / usuario del producto [15]. Al realizar pruebas de rendimiento se debe tener en 
cuenta que son costosas, ya que requiere gran cantidad de recursos y tiempo en la evaluación de los resul-
tados obtenidos [16]. 
 
Para realizar pruebas de rendimiento y obtener buenos resultados, se requiere la definición de criterios de 
aceptación o de requisitos no funcionales (RNF), los cuales definen el punto de partida para la evaluación a 
realizar. En [17] señalan que los RNF son las definiciones de calidad deseada, garantizan el éxito en los 
proyectos de software y en la mayoría de los casos están mal definidos debido a que prima el enfoque ágil 
de fabricar entregables rápidamente. Los requisitos no funcionales son todas las limitaciones o condiciones 
que debe cumplir el desarrollo del sistema [18]. Todos los sistemas cuentan con RNF, pero no siempre están 
bien definidos y son explícitos, ya sea porque se desconoce la importancia de estos, o porque no se cuenta 
con las habilidades necesarias para la elicitación de los atributos no funcionales [19]. 
 
De acuerdo con [20], la elicitación de requisitos es una de las actividades más críticas, ya que implica un 
mayor grado de conocimiento y más cuando se trata de los RNF, ya que no hay un consenso sobre técnicas 
y mecanismos para ello. En esta investigación realizaron un sondeo en el que el 69.4% de los participantes 
establecieron que los RNF son entregados por las empresas para las que laboran, pero de este número, solo 
el 11.8 % considera que dichos RNF están bien definidos, mientras el 67.6% y el 20.6% definen los RNF 
entregados como razonables y como mal definidos respectivamente. Tal como se plantea en [3], medidas 
comunes en las pruebas de rendimiento son: tiempo de respuesta de las peticiones, rendimiento en cuanto 
a número de transacciones por unidad de tiempo y uso de recursos disponibles para responder las solicitudes. 
Según [21], los atributos de calidad son: el uso de recursos, el tiempo de respuesta y el procesamiento de 
transacciones o rendimiento; además de estos agrega la latencia, la precisión y la perdida de datos.  
 
Por otra parte, también señalan la diferencia entre requisitos no funcionales internos y externos, los primeros 
definen la capacidad de mantenimiento, la escalabilidad y la capacidad de prueba de software, los externos 
incluyen el rendimiento, la seguridad y la experiencia del usuario.  En [22], afirman que el tiempo de respuesta 
y el rendimiento, son las métricas en las que más confían los profesionales en la materia, esto debido a que 
la experiencia les ha enseñado que los problemas de rendimiento salen a la luz cuando el usuario final expe-
rimenta tiempos altos de respuesta y altas tasas de latencia. Para pruebas de rendimiento en nube, existe la 
limitante de que se desconoce acerca del funcionamiento, ya que son cajas negras que están al servicio de 
los clientes para desplegar sus implementaciones [23]. Otras de las métricas o RNF que podemos medir son 
la CPU, el uso de memoria, la tasa de errores, la tasa de retraso en las respuestas y el número máximo de 
errores [24]. Otra propuesta, determina que entre los RNF debería estar la definición de los usuarios óptimos 
y los usuarios máximos, los cuales son el número de usuarios con los que la aplicación debería tener un buen 
rendimiento y el número de usuarios con el cuál el funcionamiento de la aplicación quiebra [14]. 
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Los criterios de aceptación o los RNF deben ser definidos para tener un punto en el cual poder determinar si 
el software desarrollado tiene o no un buen rendimiento [25].  Por otro lado, en [26] indican que esta definición 
se debería hacer en el transcurso de la operación del software. En un estudio realizado, en donde se evalúan 
las tres razones principales que llevan al fracaso a un proyecto de software, encontramos que la definición 
de los RNF tiene una participación del 13% [27]. Esto nos llevaría a cuestionarnos si es eficiente el definir 
dichos requisitos en la marcha, ya que en ese momento se haría de una forma correctiva y no de una forma 
preventiva, lo que contradice lo planteado por [26]. 
 
En las pruebas de rendimiento comúnmente se cuentan con pruebas de carga, que son pruebas que buscan 
detectar problemas relacionados con el funcionamiento, debido a la carga de trabajo y a la violación a los 
RNF relacionados con la calidad bajo carga [28]. También vemos pruebas de estrés que buscan conocer los 
alcances máximos del sistema bajo prueba [12]. Adicional a estas pruebas se encuentran otros tipos de 
pruebas como el definido por el mismo autor; la prueba de remojo, resistencia o soak en la que el objetivo es 
poner el sistema en prueba bajo una carga continúa esperada que busca encontrar diferencias entre el com-
portamiento del sistema al inicio de la ejecución y mucho tiempo después de estar recibiendo solicitudes.  
 
Otras propuestas, cómo la de [29], recomienda realizar dos fases en las pruebas de rendimiento, una explo-
ratoria en la que se determinan las transacciones o flujos críticos para el rendimiento, y otra en la que se 
profundiza en aquellas transacciones críticas para el rendimiento con el fin de identificar muchos más proble-
mas en un periodo de tiempo más corto que el que se llevaría en una prueba común. Según [2], el rendimiento 
en software se puede medir realizando pruebas de carga, o construyendo modelos de rendimiento de las 
aplicaciones.  Los modelos de rendimiento pueden dar sugerencias útiles de los problemas de rendimiento o 
problemas en la arquitectura, pero están limitados a que no pueden representar la totalidad del sistema y 
alguno de esos elementos que no es posible representar también pueden aportar al mal rendimiento de la 
aplicación [30]. Una propuesta de [31], plantea una mezcla entre las pruebas de carga que requieren de 
mucho tiempo y un análisis de rendimiento por medio de modelos que tienen menor calidad.  En un estudio 
realizado el 36% de los proyectos utilizaron microbenchmarks para pruebas de rendimiento que es otra téc-
nica que permite medir el rendimiento para predecir cómo se comportará el sistema al cambio de entornos. 
Para lograrlo se deben hacer varias benchmarks o comparativas [32]. Adicionales a las pruebas, se plantea 
una forma para abordarlas ya que, según el autor de esta idea, se pueden utilizar mecanismos para acortar 
las pruebas debido a que hay un momento en el que la prueba empieza a repetir resultados y debería tener 
la capacidad de detenerse sin comprometer la calidad de los resultados [33]. 
 
Las pruebas de rendimiento están definidas para medir el grado de calidad o de cumplimiento de la eficiencia 
de desempeño. Estas pruebas nos ayudan a entregar soluciones que cumplan con unos objetivos propuestos 
que aportan a la satisfacción del usuario. La mayoría de los autores concuerdan en que los RNF más comu-
nes son los tiempos de respuesta, el rendimiento y el consumo de recursos, adicionalmente proponen otras 
métricas útiles para medir el rendimiento de los sistemas bajo prueba. Entre los tipos de pruebas de rendi-
miento aplicadas actualmente, sobresale en la literatura explorada las pruebas de carga, las pruebas de 
estrés y los modelos de análisis de rendimiento. Para cada uno de estos tipos de pruebas se proponen va-
riantes y se deja claro que los dos primeros tipos demandan mucho tiempo, pero que el tercer tipo si bien no 
demanda tiempo, sacrifica calidad en los resultados. 
 

3. MÉTODO 
 

Para la construcción de los modelos se empleó una base de datos de una compañía del sector financiero. 
Las pruebas de rendimiento realizadas se hicieron a servicios web que eran soporte de los canales digitales 
de la compañía, los resultados de los diferentes servicios probados fueron obtenidos entre noviembre de 
2020 y septiembre de 2021. Los criterios de aceptación establecidos para las pruebas de rendimiento se 
enfocaron en tiempos de respuesta de las solicitudes realizadas al sistema y transacciones por segundo.  
 
En la planeación de las pruebas de rendimiento se definió: el alcance de las pruebas, la descripción general 
del sistema, riesgos, datos de prueba, configuración de los entornos de prueba y de operación, y las herra-
mientas utilizadas para la prueba. En el alcance de las pruebas se debe delimitar el sistema a probar, indi-
cando que hace parte y qué no de la prueba, es importante que sea clara y no se preste para ambigüedades, 
ya que es el marco que delimitará el trabajo de las pruebas. En la descripción general del sistema, se debe 
plasmar de forma general qué hace el sistema y que componentes hacen parte de su flujo; además, es ne-
cesario determinar cada uno de los servicios que serán probados con cada uno de sus métodos. Además, se 
deben identificar los riesgos asociados a las pruebas y se debe evaluar su probabilidad de materialización e 
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impacto, esta tarea es desarrollada por el equipo de desarrollo junto con el equipo de calidad y el equipo o 
persona dueña de la iniciativa o proyecto.  
 
Debido a que las pruebas de rendimiento replican un escenario cercano al que el servicio web experimentaría 
en producción, es necesario garantizar una gran cantidad de datos de prueba que permitan simular gran 
cantidad de peticiones al servicio en la misma forma como ocurriría en la operación. Para lograr contar con 
esta cantidad de datos, desde la planeación de las pruebas se debe definir cuál sería el mecanismo para la 
generación de los datos y en caso de ser necesario su mantenimiento. Adicionalmente, se deben dar los 
detalles de las configuraciones de los ambientes en los que se desarrollarían las pruebas y el ambiente pro-
ductivo con el fin de evaluar cuál es su diferencia y determinar desde los recursos los impactos qué puede 
tener esto en el rendimiento del sistema bajo prueba. Finalmente, se debe definir cuál sería la herramienta o 
las herramientas de prueba que serán utilizadas para llevar a cabo las pruebas. En este caso, la herramienta 
que se empleó para las pruebas fue Apache JMeter™. 
 
Existen pruebas de línea base, carga y estrés. En las pruebas de línea base, se busca validar la estabilidad 
del servicio a probar inyectando únicamente un 10% de los usuarios virtuales o hilos calculados para la con-
currencia de las pruebas. La prueba de carga, busca simular lo que se espera en la operación del servicio, 
busca medir el comportamiento del servicio web bajo una carga esperada. La prueba de estrés tiene como 
objetivo verificar si el sistema puede soportar una carga mayor a la esperada con el fin de identificar momen-
tos picos de la operación o el crecimiento de los usuarios que hacen uso del servicio y por ende el crecimiento 
de su tráfico en un lapso de tiempo estimado. 
 
Posteriormente, se procede a implementar la prueba en la herramienta seleccionada. Para la implementación 
es importante tener en cuenta la adherencia de la herramienta a la solución que se desea probar debido a 
que no todas las herramientas funcionan en todas las tecnologías en las que se puede implementar servicios 
web.  Otro aspecto importante es que se debe garantizar las buenas prácticas en el desarrollo y el resguardo 
de la información sensible debido a que por la naturaleza de las pruebas se tiene acceso a información sen-
sible en la mayoría de las soluciones evaluadas. Se realizó la ejecución de cada una de las pruebas definidas 
en la fase de diseño, cada tipo de prueba se realizó mínimo en dos oportunidades con el fin de generar una 
mayor calidad en el resultado debido a que se puede comparar si los resultados de cada tipo de prueba están 
homogéneos en los dos test. Una vez se realizó la ejecución, se obtuvieron los resultados de las pruebas en 
formato .csv con la siguiente información: 
  

 timeStamp: fecha en formato timestamp en la que se realizó la prueba 
 elapsed: mide el tiempo transcurrido desde justo antes de enviar la solicitud hasta justo después de 

que se ha recibido la última parte de la respuesta. 
 label: nombre del servicio al que se le está realizando la petición. 
 responseCode: código del estado de la respuesta a la petición. Este código está definido por el es-

tándar RFC 7231. 
 responseMessage: corresponde al mensaje del estado de respuesta correspondiente al código de 

respuesta o respose code. 
 threadName: nombre del hilo o del subproceso. La notación nombreSubproceso <a>/<b> donde a y 

b son números enteros que significan que es el Hilo a de b subprocesos totales. 
 datatype: tipo de dato, regularmente siempre el valor de este campo es igual a “text”. 
 success: su valor es TRUE si el resultado de la petición es el esperado, y FALSE si el resultado de 

la petición es fallido o si aun siendo exitoso no es el resultado esperado. 
 failureMessage: mensaje del fallo. 
 bytes: cantidad de Bytes recibidos. 
 sentBytes: cantidad de bytes enviados. 
 grpThreads: grupo de Hilos. 
 allThreads: todos los Hilos. 
 URL: es la Url por la cual se puede hacer el consumo del servicio web. 
 Latency: mide la latencia desde justo antes de enviar la solicitud hasta justo después de recibir la 

primera parte de la respuesta. 
 IdleTime: tiempo de inactividad. Normalmente es cero. 
 Connect: mide el tiempo que se tarda en establecer la conexión, incluido el protocolo de enlace SSL. 

 
En la preparación de los datos se eliminaron las columnas:  
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 timeStamp: fecha y hora de la ejecución de la prueba en formato timeStamp, es un formato de hora 
en segundos desde las cero horas del 1 de enero de 1970 GTM. 

 label: trae la información de la etiqueta o nombre personalizado del servicio que se va a probar.  
 response messeage: dato en texto que define el responseCode, es decir, contiene la descripción del 

código de estado de la respuesta. 
 Data Type: este valor es “text” para todas las solicitudes, por ser igual en todos los casos se elimina. 
 URL: se elimina por ser la misma para todas las solicitudes 
 IdleTime: se elimina por ser igual a cero para todas las solicitudes. 
 failureMessage: mensajes de error que solo tienen contenido cuando una solicitud falla 
 grpThreads: identificador del grupo de hilos 
 threadName: identificador del nombre de hilo 

 
Se cambiaron los datos categóricos a representaciones numéricas: 
 success 
 responseCode: normalmente esta celda contiene códigos de respuesta 200,400,404,500 entre otros que 

son numéricos, pero en ocasiones presenta contenido en string por errores de la herramienta los cuales 
deben ser eliminados antes de entrenar el modelo. 

 
Cómo lo datos tienen rangos muy diversos en sus variables, se debe usar la normalización de datos por 
medio de MinMaxScaler de sklearn. Finalmente, para el entrenamiento del modelo, se agregará una columna 
de “cumplimiento” donde el resultado es 1 si cumple y 0 si no cumple. Los modelos fueron entrenados en una 
proporción de 75/25 (75% de los datos para entrenar, y 25% de los datos para test). Gracias a esto se puede 
observar la precisión que tienen los modelos. Todos los modelos se desarrollaron en Python haciendo uso 
de las herramientas: Google Colaboratory y el IDE - Spyder. Para conocer los parámetros ideales para cada 
uno de los modelos, se empleó la función GridSearchCV. La Tabla 1 presenta las librerías y los ajustes 
preliminares realizados a cada uno de los modelos: 
 

Tabla 1. Librerías de Python empleadas 
 

 
Para evaluar la precisión de los modelos desarrollados se empleó una matriz de confusión, la cual consiste 
en una representación matricial de los resultados de las predicciones realizadas, ver Figura 1: 
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Figura 1. Matriz de confusión 

 
Donde: 
 
TN: Verdadero Negativo, valores que en la predicción fueron negativos o de la clase no cumple y en los 
valores actuales también lo eran. 
  
TP: Verdadero Positivo, valores que en la predicción fueron positivos o de la clase cumple y en los valores 
actuales también lo eran. 
 
FN: Falso Negativo, Valores que en la predicción fueron negativos o de la clase no cumple y en los valores 
actuales no lo eran. 
 
FP: Falso Positivo, valores que en la predicción fueron positivos o de la clase cumple y en los valores actuales 
no lo eran. 
 
A partir de los valores de la matriz de confusión se calcularon las métricas que se presentan a continuación: 
 
Exactitud o Accuracy: porcentaje de predicciones correctas 
 

𝐀𝐜𝐜𝐮𝐫𝐚𝐜𝐲 =
(𝑇𝑃 + 𝑇𝑁)

𝑇𝑜𝑡𝑎𝑙
 

(1) 

 
 

Sensibilidad, exhaustividad o Recall: Porcentaje de casos positivos detectados 
 

𝐑𝐞𝐜𝐚𝐥𝐥 =  
𝑇𝑃

(𝑇𝑃 + 𝐹𝑁)
 

(2) 

 
        Especificidad o Specifity: porcentaje de casos negativos detectados 

 

𝐒𝐩𝐞𝐜𝐢𝐟𝐢𝐭𝐲 =
𝑇𝑁

(𝑇𝑁 + 𝐹𝑃)
 

(3) 

 
 

        Precisión o Precision: porcentaje de predicciones positivas correctas 
 

𝐏𝐫𝐞𝐜𝐢𝐬𝐢𝐨𝐧 =  
𝑇𝑃

(𝑇𝑃 + 𝐹𝑃)
 

(4) 

 
 

         F1 Score: Medida armónica de la precisión y exhaustividad, 1 denota exhaustividad y precisión perfectas. 
 

𝑭𝟏 − 𝐒𝐜𝐨𝐫𝐞 = 2 (
𝑝𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 ∗ 𝐸𝑥ℎ𝑎𝑢𝑠𝑡𝑖𝑣𝑖𝑑𝑎𝑑

𝑝𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 + 𝐸𝑥ℎ𝑎𝑢𝑠𝑡𝑖𝑣𝑖𝑑𝑎𝑑
) 

(5) 
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Curva de características operativas del receptor (ROC):  Donde AUC=1 es lo ideal, AUC =0.5 el mo-
delo no tiene capacidad para distinguir entre las clases y un AUC = 0 quiere decir que la predicción está 
correspondiendo las clases. 

 

𝟏 − 𝒆𝒔𝒑𝒆𝒄𝒊𝒇𝒊𝒄𝒊𝒅𝒂𝒅 =  
𝐹𝑃

(𝑇𝑁 + 𝐹𝑃)
 

(6) 

 
 

4. RESULTADOS 

En el siguiente repositorio de GitHub está disponible todo el contenido del código del aplicativo que permite 
evaluar el desempeño de las pruebas de rendimiento usadas para entrenar los modelos:  

https://onx.la/99887 

Los resultados de las comparaciones entre los modelos seleccionados se encuentran disponibles en:  

https://onx.la/082d6 

Los datos para entrenar y comparar los resultados de los modelos fueron normalizados usando la función 
MinMaxScaler de sklearn, la Figura 2 presenta el diagrama de cajas y bigotes después de la normalización: 

 

 

Figura 2. Diagrama de cajas y bigotes datos normalizados 

 

En la siguiente tabla se puede ver el resumen de las métricas tomadas en cada uno de los modelos evaluados, 
estas métricas están ordenadas desde el modelo con mejor puntuación F1 al modelo que presenta una pun-
tuación menor. 

Tabla 2. Resultados del entrenamiento 

 

https://onx.la/99887
https://onx.la/082d6
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Los resultados permiten identificar que el modelo que mejor realiza la predicción del resultado dentro de las 
pruebas de rendimiento es “Random Forest”, debido a que el valor de la métrica F1-Score fue de 0.99849, 
esta métrica tiene la capacidad de hacer buenas predicciones en los resultados de las pruebas de rendimiento, 
en este caso se priorizo por encima de la métrica “Accuracy”, ya que las clases de la base de datos no estaban 
balanceadas. La Figura 3 presenta la curva ROC / AUC, se puede apreciar que tiene un ajuste adecuado en 
la esquina superior izquierda. La Figura 4 presenta la matriz de confusión  

 

 

                        Figura 3. Curva ROC / AUC 

 

 

 

             Figura 4. Matriz de confusión 

 

Otros modelos que tuvieron un buen desempeño fueron el k - Vecinos Próximos (K-NN) con una puntuación 
F1 de 0.99837 y el de máquinas de vectores de soporte (MVS) con un F1-Score de 0.98519. La Regresión 
logística también mostró una tasa menor que los modelos anteriormente mencionados para detectar los re-
sultados que no cumplen con los criterios. Sin embargo, la precisión estuvo en 0.92572, lo que muestra que 
la capacidad para hacer predicciones positivas correctas es inferior que los modelos anteriores. Los modelos 
de Regresión Lineal y Naive Bayes fueron los modelos con menor capacidad para identificar los resultados 
que no cumplen con los criterios de aceptación, para estos dos modelos esta métrica fue inferior a 0.14, lo 
que los hace menos eficientes a la hora de hacer predicciones. Finalmente, el modelo menos eficiente de 
todos para predecir si los resultados cumplen o no con los criterios de aceptación fue el de K-Means. 

 
5. CONCLUSIONES  

 

A pesar de que la técnica de Random Forest obtuvo el mejor puntaje para identificar la técnica óptima de ML 
para predecir si un desarrollo de software cumple o no con los criterios de aceptación del cliente,  no es 
correcto afirmar que sea la mejor entre todas las técnicas de ML. El objetivo de las técnicas de ML es que 
aprendan patrones que generalicen bien los datos que no fueron analizados en lugar de memorizar datos que 
aprendieron durante el entrenamiento; no es correcto afirmar con certeza que una técnica sea mejor que otras, 
la cantidad de información y el objetivo que tenga el investigador desempeñan un papel importante. Es nece-
sario evaluar todas las métricas de precisión para decidir cuál es la mejor y no solo centrarse en “Accuracy”. 
Es necesario observar los modelos que se separen más del caso aleatorio, y no solo fiarse de precisiones 
altas, ya que es posible que las clases estén desbalanceadas y se presenten problemas de sub-entrenamiento 
o sobre-entrenamiento. Futuras investigaciones pueden enfocarse en expandir los límites y encontrar la forma 
de hacer que los criterios de aceptación puedan ser paramétricos y permitir evaluar no solo los resultados 
particulares de un proyecto, si no, de cualquier otra iniciativa que esté usando las pruebas de rendimiento 
para medir la calidad de sus desarrollos y garantizar desde las fases previas a la salida a producción, la 
satisfacción del cliente final en cuanto al rendimiento se refiere. 
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